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Los datos, ¿son poder?
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#1 ¿Qué hacemos con los datos?

Agronómicos Maquinaria Prescripción Sensores Producción

Fuente: J. Fulton et al. (2019), Data Literacy

…Hay que usarlos



DESAFIOS

2 - REPRODUCIBILIDAD

3 - ACCESSIBILIDAD

Aun limitada capacidad de repetir analisis y resultados
NO se comparten las DATOS, los codigos TAMPOCO

Todavia NO somos capaces de traducir, lo 
suficiente, la ciencia en herramientas de decision
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1 – EDUCACIÓN
Curricula limitada en “ciencia de los datos aplicada”



ALGUNOS MITOS

2 – HOMOGENEIDAD DE VARIANZA
Lo requeria el ANOVA tradicional
Podemos especificar varianza heterogenea en los 
modelos

1 – DISTRIBUCION NORMAL
Lo requeria el ANOVA tradicional
Muchas +opciones (modelos generalizados)

STK (ppm)
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Y VICIOS que arrastramos
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34
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1

DISEÑO EN BLOQUES
MALA ESPECIFICACIÓN?

Bloques INCOMPLETOS ?

Analisis espacial
Estadistica Bayesiana + 
Machine Learning (TGP)

ALEATORIZACIÓN inadecuada

Lacasa et al. (2023) MS Tesis
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NO DICE NADA DE LA EXACTITUD (accuracy)

Predicho

R2 = 0.99

R2 = 0.99 R2 = 0.99

PARA EL CASO PREDICHO-OBSERVADO

Confie en:
• Grafico OP - PO
• RMSE, RRMSE…
• Model efficiencies…

OBSESIÓN POR EL R2

Adaptado de 
Lin et al. (1989), Correndo et al. (2021, 2022) 6



VALOR VERDADERO

OBSESIÓN POR
EL NUMERO EXACTO
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CURVA VERDADERA

DOSIS OPTIMA

NIVEL CRITICO

P-value <= 0.05

INCERTIDUMBRE
CURVA + PROBABLE

PROBABILIDAD

RANGOS CRITICOS

ENFOQUE EN EL

ERROR

ENFOQUE EN EL
VALOR ESPERADO



Que se discute en ?
+100 especialistas
à + Transparencia en diagnóstico con análisis de suelo
à Interpretacion clara y consistente
à Base de datos à Decision Support Tool: P, K, pH

https://soiltestfrst.org/
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Preguntas principales
à Rendimiento Relativo… a qué?

à RR objetivo? 90%, 95%, 99%...variable?

à¿Umbrales criticos o Rangos criticos?
à Incertidumbre (Bootstrapping –remuestreo-)

à¿Probabilidad de respuesta ?

à ¿Qué modelo utilizar?
à ALCC; Cate-Nelson; Regresiones à Se pueden combinar? 
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Maximo Rendimiento (Pearce et al., 2022)



bit.ly/3t4vmtf

Software + ShinyApp
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Correndo et al. (2023) SoftwareX



Explore
Resultados
A su ritmo

bit.ly/3TZCrHc

DON-Maiz
Correndo et al. (2021)788 Ensayos
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EXPLICAR o PREDECIR?
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MODELOS EXPLICATIVOS

Mecanisticos à PERFECTO!

Objetivo: “comprender” lo que ya pasó.

Limitados ante 
interacciones

complejas

NO requiere ENTRENAR - VALIDAR

Estudiar un 
sistema a traves

de “componentes”

Machine Learning à puede ser! (Arboles)



EXPLICAR o PREDECIR?
MODELOS PREDICTIVOS
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Machine Learning à PERFECTO!

Limitados para 
comprender
causalidad

Reconocer patrones
complejos de 
interaccion

Objetivo: “predecir” lo que todavia no pasó.

Mecanisticos à puede ser! (pero +limitados)

SI requiere ENTRENAR - VALIDAR

DATA AÑO NIÑA
(no visto antes)

EXPLICATIVO (NIÑO)

Modelo
Combinado

Que reconozca 
el tipo de año



MACHINE LEARNING
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Centrado en “PREDECIR”

• Son modelos MULTIVARIADOS
• Explorar interacciones complejas

• No SON MAGICOS!
• Requieren:

• Mucha data (de calidad)
• Variabilidad (para aprender)

• El ALGORITMO…
• Ingenieria & Seleccion de variables

• La VALIDACIÓN es crucial!
• Training – Testing (o validation)

AI
MACHINE LEARNING



Alto Poder Predictivo
- No lineales
- No estacionarios
- Dificil de computar
- Necesitan +datos

Supervisado

No-Supervisado
(clasificacion)

Ambos

Deep Learning
(Conv. Neural Networks, etc.)

Ensembles
(XGBoost, Random Forest)

Kernel Methods            
(Supported Vector Machine)

INTERPRETABILIDAD

Clustering
K-Nearest Neighbor

CART
- Decision Trees

Reguralization
- LASSO, Elastic Net

Linear Models
- Multiple Regression

PO
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R
ED
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¿QUE OBJETIVO PERSIGO? ¿NECESITO ENTENDER?
Alta Interpretabilidad
- Lineales
- Estacionarios
- Facil de computar
- Limitada prediccion

¿CUAN COMPLEJO?

COMPLEJIDAD

ER
RO

R

Adaptado de Rane (2018)
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o $$$
o LOGISTICA
o CALIDAD DATOS



MAIZ – Rendimiento y N

This Photo by Unknown Author is licensed under CC BY-
SA-NC

+1000 ensayos

Machine Learning

Correndo et al. (2021a, 2021b)
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COMPONENTES
• Ymax à Rinde alcanzable
• Dosis Optima…

• Y0 (SIN N) à Oferta del Suelo

https://technofaq.org/posts/2018/01/the-role-of-big-data-in-strengthening-machine-learning-projects/
https://creativecommons.org/licenses/by-nc-sa/3.0/
https://creativecommons.org/licenses/by-nc-sa/3.0/


RMSE = 1.79 Mg ha-1RMSE = 2.11 Mg ha-1 RMSE = 1.79 Mg ha-1RMSE = 1.91 Mg ha-1

cforest()randomforest() XGBoost()

ALGORITMO PERFORMANCE Ymax
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SOBRE-ESTIMA
IMPORTANCIA DE VARIABLES 

CORRELACIONADAS
Permutación

CONDICIONAL
A la presencia de 

variables correlacionadas

REGULARIZACION
Reduce influencia de 

variables correlacionadas

XGBoost()cforest()randomforest()

ALGORITMO IMPORTANCIA VARIABLES

DESCONFIE 
SI NO LIMPIARON VARIABLES
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Strobl et al. (2007)
https://doi.org/10.1186/1471-2105-8-25

https://doi.org/10.1186/1471-2105-8-25


VALIDACIÓN à Usar Leave One Out (LOO)
Lote 1 Lote 2 Lote 3 Lote 4 Lote 5

Lote 1 Lote 2 Lote 3 Lote 4 Lote 5

PERFORMANCE INFLADA
El modelo será EXPLICATIVO

y fallará para predecir
lotes/años nuevos
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INTERNO, k = 4
1         2         3 4

1         2          7         43

1                     3         4 2

2          3         41

4 lotes 1 lote

EXTERNO, split 80:20
ERROR DE GENERALIZACION

Como predice lotes o años “no vistos”

DATOS
5 lotes/año con franjas de dosis de N para predecir

rendimiento en maiz (suelo, NDVI, zona, etc.)

OPTIMIZACIÓN
Entrenamiento para identificar el mejor modelo:

Hiper-parametros
Valores de “configuracion” (no vienen de los datos):
- ntree à Numero de “arboles” en el “random forest”
- eta à Tasa de aprendizaje en “XGBoost”
- lambda à regularizacion en “Elastic Net” o “LASSO”

Algoritmos
Tecnica de “aprendizaje”, por ej.:
- Random forest à Bosques Aleatorios CART
- Gradient Boosting  à Bosques Secuenciales CART de residuales

VALIDACIÓN
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Model Bayesiano (Predictivo)
Ensayos Maiz Largo Plazo (1995-2022)
INTA Parana, Argentina

GLOBAL

Dosis de N (kg/ha)

Ri
nd

e
(M

g/
ha

)

Respuesta a N x ENSO Training LOO

Modelo “-n” Año “n”

21



RESPUESTA N MAIZ x ENSO

DOA, kg N/ha

Desvio (kg N/ha)
Predictivo - Explicativo

Modelo x ENSO
Reduce Sesgo!

ENSO
cambia el Error
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EL MODELO FRECUENTISTA

y = B0 + B1 x + B2 x2

y = B0 + B1 x + B2 x   if x < Xc2

y = B0 + B1 Xc + B2 x   if x >= Xc2

Cuadratico

Cuadratico-Plateau

Dosis de N (kg / ha)
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a)
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(i) Curva verdadera (desconocida)

(ii) Datos

INCERTIDUMBRE
Espacio-Temporal

KS River Valley (1983-2019)



(i) Probabilidad previa

(ii) Evidencia (datos)
(iii) Probabilidad posterior

EL MODELO BAYESIANO
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¿Qué trae de diferente?
• Interpretación de PROBABILIDAD

• No hay valor verdadero
• Distribuciones de referencia
• Actualización del conocimiento

• La inferencia es condicional a:
- Conocimiento previo (PRIOR –ref-)
- Evidencia (DATOS)

• Cuantificación de INCERTIDUMBRE
• Ampliamente omitida en la literatura

Dosis de N (kg / ha)

R
en

di
m

ie
nt

o
(t 

/ h
a)

DOE
150 kg/ha

100 - 200 kg/ha

130 - 170 kg/ha



PRECIOS
DOE -> incluir la variabilidad en el modelo
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Correndo et al. (2021). Agric. For. Meteorology.



MAGIA Bayesiana
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NO EXISTE!
Si no tiene datos…
Junte y vuelva la próxima…

Cho et al. (2023). Agrosystems, Geosci & Environ. https://doi.org/10.1002/agg2.20358

Se requiere evidencia…
(solo priors no alcanza)

NECESITAMOS REVISORES IDONEOS!

https://doi.org/10.1002/agg2.20358


• Mucha tela por cortar…

MENSAJES

27

• Identificar espejos de colores!
• NADA reemplaza diseño & objetivos claros
• Ni Machine Learning, ni Estadistica Bayesiana hacen MAGIA!

• Deudas: EDUCACION, REPRODUCIBILIDAD, ACCESIBILIDAD
• PROGRAMACION à R, Python, GitHub
• ESTADISTICA APLICADA

En Dios confío…
los demás que traigan datos!!

W. Edwards Deming




